
 

 

 

187 
 

 
 

 

 

 نمايی مدلبینی در ريزمقیاستخمین فواصل پیش

 گردش عمومی بر پايه شبکه عصبی 

 
  5نژادناردين جباريان پاكو  0وحید نورانی، *0الناز شرقی

 

 

 چکیده
نمایی مقیاسبینی ریزای و فواصل پیشبینی نقطهدر این مطالعه پیش

با استفاده از شبکه عصبی مصنوعی، برای  (GCM)های گردش عمومی مدل
بارش ماهانه و میانگین دمای ماهانه دو ایستگاه )تبریز و اردبیل در شمال 

یله روش به وس بینیفواصل پیشغربی ایران( مورد ارزیابی قرار گرفته است. 
شوند، که در آن شبکه عصبی محاسبه می (LUBE)جدید حد بالا و پایین 

 بینی ساخته شده است. همچنین روشبا دو خروجی برای تخمین حدود پیش

 وردبینی مقطعیت پیشاسترپ، روشی برای ارزیابی عدمکلاسیک بوت

راین . بناباستفاده قرار گرفته و نتایج حاصل از دو روش مقایسه شده است
بینی و عرض بینی به وسیله دو معیار همگرایی فواصل پیشدقت فواصل پیش

، GCM ،INM-CM4 ،BNU- ESMسنجی شده است. سه فواصل کمیت
Can-ESM2 ی و ترکیب آنها در این مطالعه استفاده شده است.  چهار نقطه

ران، یشبکه بر روی هر یک از دو ایستگاه تبریز و اردبیل در شمال غربی ا
ر نمایی بارش ماهانه و دما در نظبرای ارزیابی فواصل پیش بینی ریزمقیاس

گرفته شده است. مقایسه بین نتایج دو مدل نشان داده است که روش 
LUBE قابلیت اطمینان بیشتری نسبت به بوت استرپ دارد. عرض فواصل ،

 1۱% تا 2کمتر و % 4۱تا % 1۱همگرایی، به ترتیب %بینی و احتمال پیش
ها به نتایج GCMبوده است. ترکیب  GCMاسترپ برای بیشتر از روش بوت

ی، به همگرای بینی و احتمالتری منجر شده است و عرض فواصل پیشدقیق
بوده  GCMهای تکی بیشتر از مدل 2۱تا % 2کمتر و % 6۱تا % 1۱ترتیب %

    است.

بینی؛ پیشنمایی؛ فواصل مدل گردش عمومی؛ ریزمقیاس :كلمات كلیدی

 شبکه عصبی مصنوعی.
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Abstract 
In this paper, point prediction and prediction intervals (PIs) of 

artificial neural network (ANN) based downscaling for mean 
monthly precipitation and temperature of two stations (Tabriz 

and Ardabil in North West of Iran) were evaluated using 

general circulation models (GCMs). PIs were constructed by 

novel Upper Lower Bound Estimation (LUBE) method in 
which an ANN with two outputs was constructed for 

estimating the prediction bounds. Also, Bootstrap method as a 

classic technique for assessing uncertainty of ANN was used 

to further examine the proposed LUBE method. In this way, 
the accuracy of PIs was quantified by coverage and width 

criteria. Three GCMs, Can-ESM2, BNU-ESM, INM-CM4 and 

ensemble-GCM (ensemble of mentioned models) were used in 

four grid points around each of station for evaluating ANN-
based downscaling of precipitation and temperature 

parameters. Comparison between the results of two methods 

indicated that LUBE method could lead to more reliable results 

than the Bootstrap method. PIs width and coverage probability 
were 10% to 40% lower and 2% to 10% higher than the 

Bootstrap method for different GCMs, respectively.  

Ensemble-GCM led to more accurate results so that computed 

PIs width and coverage probability were 10% to 60% lower 
and 2% to 20% higher than those for the single GCMs. 
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 مقدمه  -0

های اقلیم برای به عنوان مدل (GCMهای گردش عمومی )مدل
شود. ده میبینی تغییر اقلیم استفابینی آب و هوا، فهم اقلیم و پیشپیش

GCMسه سؤمختلف توسط هر م یهااندازهبا فرض  یشبه صورت پ ها
ی مشخص یگریدبندسسه ؤشده است و هر م دییدبنگربرای هر مدل 

 GCM در مطالعات متعددی از دارد ی ایجاد شده خودهامدلبرای 

ه شده ی آب و هوایی استفادثیر تغییر اقلیم در پارامترهابرای بررسی تأ
 ;Kaboosi and Kordjazi, 2017; Farahani et al., 2018) است

Shiravand  and Dostkamiyan, 2019; Afzali-Gorouh et 

al., 2019; Her et al., 2019.) 

 

های اتمسفری قابل اطمینان تولید ها دادهGCMبا وجود این که 
کنند، بزرگ بودن مقیاس مکانی آنها باعث عملکرد ضعیف در می

شود. بنابراین رویکرد متناسب مقیاس محلی به عنوان داده ورودی می
های آب و هوا در مقیاس محلی هنمایی برای دسترسی به دادریزمقیاس

 . های بزرگ مقیاس لازم استGCMاز 
 

نمایی دینامیکی و آماری وجود دارد. دو روش ریزمقیاس
نمایی دینامیکی، روشی برای کوچکتر کردن مقیاس ریزمقیاس

 هایاطلاعات اقلیم بر روی یک ناحیه مرزبندی شده بوسیله مدل
رزی است. ـشرایط م با دقت بالا و GCMمحلی مشتق شده از 

های اقلیمی ژگیــاری، شامل نسبت دادن ویــنمایی آمریزمقیاس
 Wilby and) ای اقلیمی محلی استـهه دادهــزرگ مقیاس بـب

Wigley, 1997.) های فیزیکی ناحیه مطالعه خصوصیت ،بنابراین
بینی نمایی و استخراج الگوی آماری بین پیشتواند در ریز مقیاسمی

ها که نشانگر مدل جعبه سیاه است، وارد بینی شوندهها و پیشکننده
نمایی دینامیکی، شوند. با وجود وضوح بالای خروجی ریزمقیاس

ی فیزیکی برای تولید استفاده از الگوها های محاسباتی گسترده،روش
های محلی، نیاز به حجم بالای داده، سطح بالای تجربه و اقلیم داده

ی را محدود نمایی دینامیککاربرد ریزمقیاس تخصص برای تفسیر نتایج،
ما در روش ا (.Danandeh Mehr and Kahya, 2016) کندمی

ی هاو داده GCMنمایی آماری هدف پیدا کردن رابطه بین ریزمقیاس
آب و هوایی محلی، بدون نیاز به هیچ اطلاعاتی در مورد فیزیک ناحیه 

نمایی است. بنابراین، به دلیل راحتی تفسیر نتایج روش ریزمقیاس
 Sailor andاست )در برخی مطالعات از این روش استفاده شده  آماری

Li, 1999; Beecham et al., 2014.) نمایی فرض اصلی ریزمقیاس
ها است. بینی شوندهها و پیشکنندهبینیرابطه بین پیشآماری ایجاد 

های ای در بین روشکاربرد گسترده (ANN1)شبکه عصبی  مصنوعی 
نمایی آماری دارد. این روش پتانسیل بالایی برای استخراج مقیاسریز
ها و ندهبینی شوها و پیشکنندهبینیهای پیچیده از بین پیشالگو

 سازی غیرخطی و خصوصیات تغییرکننده با زمانهمچنین قابلیت شبیه
های مختلف را دارند که منجر به برای متغیرهای اتمسفر، در مقیاس

 شودنمایی میدر مورد ریزمقیاس ANNهای متعدد و موفق کاربرد
(Wilby and Wigley, 1997; Liu et al., 2019.) 

 
 ،نمایی آماری کاربرد وسیعی دارددر ریزمقیاس ANNاگرچه استفاده از 

سازی، ی خطای مدلهیچ اطلاعاتی درباره ANNای بینی نقطهپیش
برخی  کند. به همین دلیلبینی و عدم قطعیت مدل بیان نمیدقت پیش

بر  نمایی مبتنیمطالعات عدم قطعیت و قابلیت اطمینان ریزمقیاس
ANN ار دادند مورد ارزیابی قر را با استفاده از فواصل اطمینان

(Samadi et al., 2013) .2بینیفواصل پیش (PI )تر از فواصل گسترده
دین چن. شوداطمینان بوده و منابع عدم قطعیت بیشتری را شامل می

وجود  ANN مبتنی بربینی روش کلاسیک برای ساختن فواصل پیش
ر ــتا بدارد مانند روش دلتا، بایاسین، و روش بوت استرپ. روش دل

به عنوان مدل رگرسیون غیرخطی و  ANNاساس ارائه و تفسیر 
است  PIبکارگیری تئوری تقریبی استاندارد برای ساخت 

(Chryssolouris et al., 1996 در این روش فواصل بر فرض این .)
ود شکند، ساخته میکه خطا همگن بوده و از توزیع نرمال پیروی می

روش بایاسین بر اساس  شود.گرفته میکه محدودیت روش دلتا در نظر 
ع ترم توزیهای شبکه در آمار بایاسین، برای بیان عدم قطعیت وزن

 ANNادغام آنها برای بدست آوردن توزیع احتمال خروجی احتمال و 
(. روش بایاسین نیازمند انتگرال مونت کارلو Mackey, 1992) است

ای رد چندبعدی دنیــرای کاربــها است، بنابراین ببر روی فضای وزن
اده ـای سـهوت استرپ از جمله روشـروش ب امناسب است.ـواقعی ن

های قبلی رخلاف روشــه بــاست ک PI اختــرای سـج بــو رای
 داردــــا نیاز نــهی دادهـع احتمالاتـوزیــرای تــرضی بــهیچ ف

(Efron and Tibshriani, 1993). 
 

 که اولین بار (LUBE)در این مطالعه، روش تخمین حد بالا و پایین 

پیشنهاد شده است و روش نوین   et al. (2010)  Khosraviتوسط
در زمینه هیدروکیلماتولوژی است، استفاده شده است.  PIبرای ساخت 
برای پارامترهای  ANNنمایی مبتنی بر ریزمقیاس PIبرای ساخت 

ایستگاه تبریز و اردبیل که در شمال غربی  بارش و دمای ماهانه دو
با دو نرون  ANNاین روش  درایران واقع شده اند، بکاررفته است. 

د. شودهنده حد بالا و پایین هستند، آموزش داده میخروجی که نشان
باشد و بطور ها میبهتر از سایر روش LUBEروش  احتمال همگرایی

است  PIرای ــشرح دقت بموثر قادر به ایجاد توازن بین صحت و 
(.(Khosravi et al., 2011 ان لازم برای ساخت ـعلاوه زمهبPI، 

است  PIهای ساخت ای کوچکتر از سایر روشبطور قابل ملاحظه
(Quan et al., 2014 .) 
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برای  PIهای مختلف برای ساخت اگرچه در برخی مطالعات روش
ANN مثلاً استازی هیدرولوژیکی استفاده شده ــسدر مدل( 

Srivastav et al., 2007; Kasiviswanathan and Sudheer, 

در  LUBE( لیکن، در این مطالعه برای اولین بار روش نوین 2016
نمایی برای ریزمقیاس PIسازی زمینه هیدروکلماتولوژیکی و مدل

انجام گرفته است. اهداف اصلی که در این مطالعه در  ANNمبتنی بر 
با استفاده از    GCMنمایی آماریست، ریزمقیاسنظر گرفته شده ا

ANN ثر با معیار اطلاعات های مؤبینی کنندهوده است که پیشب
به آن اشاره شده  2-3-2و  1-3-2مشترک انتخاب شده و در بخش 

با  ANNنمایی مبتنی بر بینی ریزمقیاساست. همچنین فواصل پیش
اند و در بخش هو بوت استرپ محاسبه شد LUBEاستفاده از روش 

بینی ایجاد علاوه، فواصل پیشهاند. بآورده شده 2-3-2و   2-3-4
رار بینی مورد ارزیابی قشده با دو معیار همگرایی و عرض فواصل پیش

 توضیح داده شده است. 3-3-2گرفته است و در بخش 
 

 هامواد و روش -0

 منطقه مورد مطالعه -0-0

های دو ایستگاه )تبریز و اردبیل( دادهسازی بر روی در این مطالعه، مدل
برای مقایسه عملکرد روش پیشنهادی بر روی مناطق مطالعاتی 

E 46 متفاوت انجام شده است. تبریز با طول جغرافیایی
°

و عرض  29́

N 38 جغرافیای
°

و اردبیل با طول جغرافیایی  متر 1364و ارتفاع  ۱8́

48
°

3۱𝐸́ و عرض جغرافیایی N 38
°

متر، در شمال 1332و ارتفاع  22́

. اردبیل در شیب کوه سبلان واقع (1)شکل اند واقع شده غربی ایران
و  -Co 9/۱ شده است. میانگین سالانه دما در تبریز، حداقل و حداکثر

Co 3۱  متر است. میلی  28۱به ترتیب در دی و تیر است. بارش سالانه
میانگین در ماه است.  48%تا  73% دورطوبت نسبی در این ناحیه در حد

به ترتیب در  Co 26 و -Co 2 سالانه دما در اردبیل، حداقل و حد اکثر
میلی متر است. رطوبت نسبی  2/311دی و مرداد است. بارش سالانه 

های آماری ذکر در ماه است. داده 36% تا 72% در این ناحیه در حدود
 رهای اتخاذ شده از سازمان هواشناسی کشور دشده با استفاده از داده

به ترتیب برای ایستگاه تبریز و  2۱17تا  1976و  2۱17تا  192۱دوره 
 باشد.اردبیل می

 

 های استفاده شدهداده -0-0

های های با مقیاس بزرگ به مقیاس محلی، دادهبرای تبدیل داده
هواشناسی ایران  سازمانمشاهداتی بارش و دمای ماهانه میانگین از 

به ترتیب برای تبریز و  1976-2۱12و  1921-2۱12های برای دوره
 اردبیل گرفته شده است.

 
گزارش  پنجمینهای ه دادهاز مجموع برای آموزشGCM ای هداده

 (/www.dkrz.de-http://cera)از سایت  )IPCC )CMIP5 ارزیابی
اند.گرفته شده

 
Fig. 1- Case study map and grid points around two stations 

بکه اطراف دو ايستگاهمطالعه و نقاط شنقشه منطقه مورد  -0شکل 

http://cera-www.dkrz.de/
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در این منطقه انجام گرفته  GCMبا توجه به مطالعاتی که قبلا برای 
 Nourani et) های مختلف مورد ارزیابی قرار گرفته استGCMو 

al., 2018; Hosseni Baghanam et al., 2018) ایـهو مدل 
Can-ESM2 ،BNU-ESM  وINM-CM4  عملکرد مطلوبی در

که به ترتیب در مرکز تحقیقات کانادا،  اندها داشتهبا سایر مدل سهمقای
سه مدل گردش بنابراین، این (. 1اند )جدولچین و روسیه توسعه یافته

بینی میانگین ماهانه بارش و دما دو آنها برای پیشو ترکیب  عمومی
ایستگاه تبریز و اردبیل در شمال غربی ایران استفاده شده است. از 

ه کها از چندین نقطه شبآنجایی که چندین مطالعه فواید اعمال داده
 ,.Beecham et al) اندیید کردهاطراف منطقه مورد مطالعه را تأ

ها از بین چهار نقطه شبکه اطراف هر بینی کنندهپیش، لذا (2014
ل این اند. به دلیسازی در نظر گرفته شدهایستگاه مطالعاتی برای مدل

گاه در عرض جغرافیایی یکسان هستند، بنابراین تعداد نقاط که دو ایست
 GCMگیرند شش نقطه برای هر شبکه که دو ایستگاه را در بر می

را نشان  GCMلیست متغیرهای در دسترس برای هر  1است. جدول 
پنج متغیر بزرگ مقیاس جوی، برای هر نقطه شبکه  و دهد. نودمی

بیست متغیر برای هر  و صد و  INM-CM4وBNU-ESM های مدل
در نظر گرفته شده است. روش  Can-ESM2 لنقطه شبکه، مد

های ورودی و )بین کاندیدا (MI) 3غیرخطی، اطلاعات مشترک
های ( برای انتخاب ورودی(Yang et al., 2000) مشاهداتیهای داده
 استفاده شده است. ANNنمایی مبتنی بر ثر ریزمقیاسمؤ

 

 روش تحقیق  -0-5

 ثرهای مؤانتخاب ورودی -0-5-0

 که ـــها و همچنین نقاط شب GCMثرها، انتخاب مؤعداد زیاد دادهـت

ها برای منطقه GCMنمایی اهمیتی بسیاری در عملکرد ریزمقیاس
. تحقیقات مختلفی کاربرد (Lee and Kim, 2017)خاص دارند 

ه را داد های مبتنی برثیر مدلدر افزایش تأ هارویکرد غربالگری داده
.Hossieni Baghanam ; 2018 ,Nourani et al) اثبات کرده است

2018 ,et al..)  دراین مطالعه از روش غیرخطیMI  برای انتخاب
های GCMهای کاندیدای ورودی برای ثر از بین دادههای مؤورودی

ر نمایی مبتنی بهای مطالعاتی برای ریزمقیاسمختلف در ایستگاه
ANN سازی فرایند غیرخطی با ست. از آنجا که در مدلاستفاده شده ا

مدل غیرخطی، امکان رابطه ضعیف خطی بین ورودی و خروجی اما 
رابطه قوی غیرخطی بین ورودی و خروجی وجود دارد. بنابراین پیشنهاد 

  ANNشود تا از معیارهای غیرخطی برای مدلسازی غیرخطیمی
آنتروپی یا تئوری اطلاعات (. ,.Nourani et al 2015) استفاده شود

معیار آماری میزان تصادفی و عدم قطعیت در ترم توزیع احتمال است. 
MI  بین دو متغیر تصادفیX  وY ( تعریف می1به صورت ) شود

(Yang et al., 2000:) 
MI(X,Y)=H(X)+H(Y)-H(X,Y)                                           (1)  

 هستند.  Yو Xوپی ترتیب، آنتربه H(Y)و  H(X) که
 

و مقادیر   nبا طول  Xآنتروپی شانون برای متغیر تصادفی
(n,…,X2,X1Xو احتمال )( های متناظرn,…,P2,P1P)  به صورت زیر

    (:Shannon, 1984) شودمحاسبه می
H(x)=-∑ P(Xi)

N
i=1 log [P(Xi)]                                      (2)  

است که به  Yو   X،  آنتروپی مشترک H(X,Y) (1در رابطه )  و 
 (:Gao et al., 2008شود )صورت زیر محاسبه می

H(X,Y)=-∑ ∑ p(Xi,Yi)log [P(Xi,Yi)]
N
i=1

N
i=1                (3)   

 
Table 1- Used GCMs 

 های استفاده شدهGCM -0جدول 

Centre 

 

Centre 

Acronym 

Model Grid size Applied climate     

variables in GCMs 

Pressure levels 

Beijing Normal University, China 

 

 

BNU 

 

 

 

 

 

BNU-ESM2 

 

 

 

 

2.81° × 2.81° 
 

 

 

 

 

pua: eastward wind;  
pva: northward wind; 
pzg:geopotentialheight; 
phur: relative humidity; 
phus: specific humidity; 

tas: air temperature; 

uas: eastward near-surface wind; 

vas: northward near-surface wind; 

psl: air pressure at sea level; 

hfls: surface upward latent heat flux; 

prc: convective precipitation flux; 

pr: precipitation flux; 

hurs: nearsurface relative humidity; 

huss: near-surface specific humidity; 

evspsbl: water evaporation flux 

100; 

200; 
300; 

500; 
700; 

1,000; 
2,000; 

3,000; 
5,000; 

7,000; 
10,000; 

15,000; 
20,000; 

25,000; 
30,000; 

40,000; 
50,000; 

60,000; 
70,000; 

85,000; 
92,500; 

100,000  
 

Canadian Centreor Climate 

Modelling and analysis, Canada 

 

 

 

 

CCCma 

 

 

 

 

 

 

 

 

Can-ESM2 

 

 

 

 

 

 

 

2.81° × 2.81° 
 

 

 

 

 

 

Russian Academy of Sciences, 

Institute of Numerical 

Mathematics, Russia 

 

 

INM 

 

 

INM-CM4 

 

 

1.5° × 2° 

P: variables, which vary at pressure levels 
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ر شبکه عصبی ـاری مبتنی بـنمايی آمريزمقیاس -0-5-0

 (ANN)مصنوعی 

سازی مقیاس با استفاده از نمایی، محلیهدف اصلی ریزمقیاس
ی های محلهای بزرگ به مقیاسهای محلی و تبدیل مقیاسایستگاه

مسائل نمایی مقیاسکاربرد زیادی در ریز ANNباشد. می
احیه ی فیزیک نبدون هیچ اطلاعاتی دربارهو  کلیماتولوژیکی داردهیدو

 ها و پارامترهای مورد نظر برایکنندهبینیبه ایجاد ارتباط بین پیش
 ها توصیفونبه صورت شبکه به هم پیوسته نر پردازد.بینی میپیش
شامل سه لایه است. اولین لایه که   ANNشود. ساختار رایجمی

های ورودی متصل است لایه ورودی است و لایه آخر مربوط ترپارام
شود. لایه بین های خروجی است لایه خروجی نامیده میبه پارامتر

تواند بیشتر از یک لایه های پنهان است که میورودی و خروجی، لایه
کنند دارای وزن هستند ها را به هم وصل میباشد. نرون هایی که لایه

 شوند. ها در فرایند آموزش تعیین مینمجموعه بهینه وز
 

 معیارهای ارزيابی -0-5-5

 ایبینی نقطهارزيابی پیش -0-5-5-0

  ANNایبینی نقطهنمایی و پیشمقیاسبه منظور ارزیابی عملکرد ریز 
و  (RMSE) 2مجذور خطای مربعات و (NSE) 4معیار نش ساتکلیف

                   اند. استفاده شده (CC) 6ضریب همبستگی

NSE=1-
∑ (Ri-Zi)

2N
i=1

∑ (Ri-R)̅̅ ̅
2N

i=1

                                                          (4)  

RMSE=√
∑ (Ri-Zi)

2N
i=1

N
                                                    (2)        

CC=
∑ (R-R̅)-∑ (Z-Z̅)

√∑  (R-R̅)
2
∑ (Z-Z̅)

2
                                                    (6)                                                                                                            

میانگین   Rبینی شونده وکننده و پیشبینیبه ترتیب پیش iZ و i Rکه
 تعداد کل مشاهدات است.  Nشونده و بینیپیش

 

 PIمعیارهای ارزيابی  -0-5-5-0

( PICP7) بینیهمگرایی فواصل پیش احتمال PIدو معیار ارزیابی کمی 
درصدی از   PICP( است.MPIW8بینی )و عرض فواصل پیش

 عرض افتد. هرچهبینی میهای مشاهداتی است که در بازه پیشداده
PI تر باشد، مقادیر مشاهداتی بیشتری را پوشش می دهد. اگر گسترده

PICP ا سطح اطمینان نزدیکتر ــده متناظر بــبه مقدار تعیین ش
 ;Khosravi et al., 2010) ر استـتل اطمینانـد، قابــاشــب

Kasiviswanathan and Sudheer, 2016): 

PICP=
1

n
∑ ci

n
i=1    (7)                                                     

L(Xi)<xi<U(Xi) → ci=1 

else → ci=0 
 

ها ی دادهکه بسیار گسترده است، هیچ اطلاعاتی درباره PIعملا، 
را  PIدهند، به همین دلیل مقیاس دیگری نیاز است تا عرض نمی

به صورت فرمول زیر تعریف  PIسنجی کند. میانگین عرض کمیت
 شود:می

MPIW=
1

n
∑  L(Xi)-U(Xi)         

n
i=1 (8)                                     

متناظر  بینیترتیب حد بالا و پایین حدود پیش به U(Xi) و L(Xi)که 

های خروجی معلوم باشد، برای امین نمونه است. اگر عرض داده iبا
 نرمال کرد:  9را به صورت فرمول  NMPIW توانمی PIمقایسه 

NMPIW = MPIW/R (9)                                                          

بعدی است که ، مقیاس بیNMPIW ها است.دامنه داده Rکه 
 است. PIی میزان باریک بودن دهندهنشان

 

 0-5-1- PI  ساخته شده با استفاده از روشLUBE 

با روش  PIبا دو خروجی برای تخمین حد بالا و پایین  ANNساختار 
LUBE  نشان داده شده است. اولین خروجی متناظر با حد  2در شکل

 دهنده حد پایین است. و دومی نشان بالا

 
Fig. 2- ANN model for estimating upper and lower bounds of PIs (Quan et al., 2014) 

 PI (Quan et al., 2014 )برای تخمین حد بالا و پايین  ANNمدل  -0 شکل
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شوند سنجی تقسیم میها به دو دسته کالیبره و صحتدر گام اول داده
به عنوان حدس  .شودآموزش داده می با دو خروجی ANNو سپس 

مقادیر مشاهداتی برای  درصد 2± را مقادیر خروجیتوان میاولیه، 

سپس  های متناظر پیدا شوند؛در نظر گرفته و وزن ANNآموزش 
ها به صورت تصادفی، حول حدس اولیه، برای تولید مجموعه وزن
 Dhanesh and شود. طبق گزارشید تغییر داده میهای جدوزن

Sudhear (2010) های وزنANN  مقدار  درصد 1۱±در محدوده

های جدید با مجموعه متعددی  ANNکالیبره، حساس هستند. بنابراین

های اولیه( وزندرصد  1۱±محدوده  های تغییر یافته شده )دراز وزن

شوند سازی میها  شبیهها با این مجموعه وزن ANNشوند وایجاد می
بدست آید. در این مطالعه، تعداد مجموعه   PIتا مجموعه مختلف

ر های لایه میانی دارد، دهای تولید شده که بستگی به تعداد نرونوزن
که  ای PIمجموعهدر نظر گرفته شده است.  12۱۱تا 7۱۱محدوده 
شود، سرانجام به می NMPIL نیو کمتر PICP نیشتریبمنجر به 

 PICPشود. در ارزیابی شبکه، اول عنوان نتیجه نهایی در نظر گرفته می
ه در نظر گرفته شد نانیاگر کمتر از مقدار سطح اطم شود،یم یبررس

 .شودیگذاشته م کنار( شبکه مورد نظر 9۱% مطالعه نیباشند ) در ا
شده سطح اطمینان تعیین مقدار یمساو ای شتریب PICPر ــاگ

 استکه بهینه در نظر گرفته شده  NMPIW با مقدار  NMPIWباشد
شود. این جدید جایگزین می ANNشود، اگر کمتر بود با مقایسه می

 ها بررسی شوند.کند تا همه شبکهروند ادامه پیدا می
 

 روش بوت استرپ -0-5-1

پیشنهاد  Efron and Tibshriani (1994)روش بوت استرپ توسط 
ها و آموزش زیرمجموعه جایی دادهگیری و جابهگردید که از باز نمونه

های کلی، برای تولید مدل متفاوت و آموزش شبکه به صورت داده

کند های اصلی عمل میزیرمجموعه به جای داده منحصر برای هر
ها را این روش مجموعه جدیدی از نمونه(. 3 )مراجعه شود به شکل

که  ،های اصلیو تغییرات نمونه داده برای بیان مناسبی از میانگین
. کندها است ایجاد میی توزیع دادهمستقل از هیچ  اطلاعاتی درباره

سنجی عدم قطعیت مرتبط با بوت استرپ رویکردی برای کمیت
روش بوت استرپ  از جمله فواید استفاده ازاست.  ANNبینی پیش
توان به این مورد اشاره کرد که به هیچ فرضیاتی برای توزیع احتمال می
 ها و یا توابع غیرخطی پیچیده نیاز ندارد.داده

 
های کلی در های تصادفی در روند بوت استرپ از دادهنمونه اگر

به عنوان خروجی مدل  �̂�𝑏𝑜𝑜𝑡بینی دسترس قرار گیرند، میانگین پیش
 Bها این میانگین و واریانس خروجی .است  xمین ورودیاiبا  متناظر

 شود:استفاده می PIشبکه از معادله پیشرو برای محاسبه 

ŷ
boot

(x)=
1

B
∑ f(xi;Pb)B

b=1 (1۱)                                                         

σ̂boot
2 (x)=

1

B-1
∑ (f(xi;Pb)-ŷboot

B
b=1 (x))

2 (11)                            

امین پارامتر بوت استرپ  bی نمونه بدست آمده ازدهندهنشان  Pbکه
 PIاست. برای ساخت  ANNی فرم تابعی مدل دهندهنشان fاست و 

در توزیع نرمال، با  Pبا احتمال  Xبینی برای مشاهدات آینده پیش
 میانگین انحراف معیار مشخص، خواهیم داشت:

P(l<X<u)=P (
l-ŷboot

σ̂boot
<

X-ŷboot

σ̂boot
<

u-ŷboot

σ̂boot
)                          (12)  

=Zکه 
X-ŷboot

σ̂boot
، که از توزیع نرمال استاندارد تبعیت Xمقدار استاندارد  

 .(Grant and Leavenworth, 1972)کند می
l-ŷboot

σ̂boot
=-z ;  

u-ŷboot

σ̂boot
=z                                                    (13)  

Or  l=ŷ
boot

-zσ̂boot ; u=ŷ
boot

+zσ̂boot                            

نشان  2و سطوح اطمینان مختلف در جدول  Zمقادیر مختلف مطابق با 
داده شده است.

 

                                  

Fig. 3- Schematic of the Bootstrap method (Zio, 2006) 
 (Zio, 2006)شماتیک روش بوت استرپ  -5شکل 

 

Original 

Training 

Dataset 

∑⬚ 

𝑃2 

𝑃𝐵 

𝑃1 

∑⬚

 

�̂�𝑏𝑜𝑜𝑡 

�̂�𝑏𝑜𝑜𝑡
2  
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Table 2- values of Z for different PIs (Grant and 

Leavenworth, 1972) 
 Grantبینی مختلف )رای فواصل پیشـب Zمقادير  -0 جدول

and Leavenworth, 1972) 

z PI 
1.15 75% 
1.64 90% 
1.96 95% 
2.58 99% 

 

 نتايج و تحلیل نتايج -5

بر  نمايی مبتنیای با روش ريزمقیاسبینی نقطهپیش -5-0
ANN 

 بینیبین مقادیر مشاهداتی بارش و دما و هر یک از پیش MIمعیار 
 6)در سطح و ارتفاع مختلف اتمسفر( در  GCMهای اتمسفر از کننده

نقطه شبکه اطراف هر ایستگاه محاسبه شدند و متغیرها با بیشترین 
انتخاب شدند. نتایج  ANNبرای ورودی   MIمحدوده

نشان داده شده است. با  3های انتخاب شده، در جدول کنندهبینیپیش
( va) شمالباد به سمت  یآنومال(، hur، رطوبت نسبی )3توجه به جدول
با دما نشان  GCMرا در سه  MI( بیشترین مقادیر taو دمای هوا )

دادند. پارامتر غالب انتخاب شده که در ایستگاه تبریز بیشترین اثر را 
(. این به دلیل نزدیکی hurاست )مانند  A1گذارد از نقطه شبکه می

 اباشد که رطوبت آن بر روی دمیاین نقطه شبکه به دریاچه ارومیه م
های ثیر باد از کوهاست که تأ vaگذارد. پارامتر غالب دیگر، ثیر میتأ

دهد. در ایستگاه اردبیل دما بیشتر از متغیرهای سهند را نشان می
که در دریای خزر واقع  B6و   A3رطوبت مخصوصا در نقطه شبکه

، hurو  husگیرد. همچنین برای بارش ایستگاه تبریز، ثیر میاند، تأشده
به دلیل اقلیم کوهستانی و خشک ناحیه تبریز و کمبود منابع رطوبت 

در اطراف سایت مورد مطالعه پارامترهای غالب در سطوح فشار بالاست 
و رطوبت از منابع دور مثل دریای خزر در ارتفاع فشار بالا منتقل 

شود. در مورد بارش ایستگاه اردبیل متغیرهای رطوبت از نقطه شبکه می
A3  وB6  مانندua  وuas ند گذاربیشترین تاثیر را بر روی بارش می

ین، از کند. بنابرازیرا باد رطوبت را از طرف دریا به ایستگاه منتقل می
. با استفاده شدند ANNمتغیرهای انتخاب شده به عنوان ورودی مدل 

ی کنندهبینیبه عنوان پیش( Pr) ، پارامتر بارش3ه جدول ــتوجه ب
ت و پارامترهای نمایی بارش انتخاب نشده اسزمقیاسدر ری غالب

 داشته ارشــنمایی بزمقیاســثیر بیشتری در ریمریوط به رطوبت تأ
د ذشته مطابقت دارــرخی مطالعات گـا بــج بــن نتایــه ایــاست ک

(Osman and Abdellatif, 2016; Liu et al., 2019.) 
 

حساس است،  1تا  -1 در بازه ANNسازی به دلیل این که تابع فعال
ها به سنجی مدل، دادهال شدند. به منظور کالیبره و صحتها نرمداده

 و ANNها برای آموزش از داده 72% شوند کهدو قسمت تقسیم می
تا سال  GCMهای گذشته برای سنجی هستند. دادهبرای صحت %22

استفاده شده در این مقاله،  هایGCMموجود است، اما در بین  2۱۱2
موجود است  2۱12تا سال  Can-ESM2های گذشته مدل فقط داده

در لینک  (historical extension) دادهکه تحت عنوان 
www.dkrz.de-http://cera/ های مدل در براینبناباشند. موجود می

BNU-ESM  وINM-CM4 های برای ایستگاه تبریز، بازه داده
و  2۱۱2-1992و  1991-1921 سنجی، به ترتیبکالیبره و صحت

 1998-2۱۱2و 1976-1997برای ایستگاه اردبیل، به ترتیب بازه 
 هایبازه دادهبرای ایستگاه تبریز  CAN-ESM2اما در مدل  باشد؛می

و برای  1997-2۱12و 1921-1996سنجی، به ترتیب کالیبره و صحت
باشد.می 2۱۱4-2۱12و  1976-2۱۱3ایستگاه اردبیل 

 
Table 3- Selected dominant inputs by MI for different GCMs 

 های مختلفGCMبرای  MIوسیله  های غالب انتخاب شده بهورودی -5جدول 

Model 
Dominated inputs 

for precipitation 

modeling of Tabriz 

Dominated inputs for 

precipitation modeling of 

Ardabil 

Dominated inputs for 

temperature modeling   

of Tabriz 

Dominated inputs for 

temperature modeling of 

Ardabil 

BNU-ESM 

Hfls(A5) 

zg3000(A2)  

uas(A2) 

Hus10000(A4) 

ua1000(A5) 

Ua85000(A6) 

hus2000(A6) 

hus15000(A2) 

Hus5000(A3) 

evspsbl(A5) 

va92500(A5) 

va20000(A1) 

hur7000(A1) 

hur15000(A4) 

hur15000(A2) 

hur100000(A6) 

hur10000(A3) 

ta100000(A6) 

zg70000(A6) 

zg3000(A2) 

Can-ESM2 

Hus7000(A1) 

 hus10000(A5) 

 hur700(A4) 

Evspsbl(A4) 

hus7000(A4) 

Hus1000(A2) 

hur1000(A3) 

tas(A2) 

Uas(A3) 

hus300(A3) 

Hur15000(A2) 

va70000(A1) 

hur15000(A1) 

va92500(A5) 

hur10000(A4) 

Va70000(A4) 

hur10000(A2) 

va30000(A5) 

hfls(A6) 

hur7000(A6) 

INM-CM4 

 hus3000 (B5) 

Hur30000(B5) 

Hus7000(B5) 

zg3000(B1) 

prc(B1) 

Hus7000(B3) 

hur1000(B3) 

hur3000(B6) 

zg7000(B6) 

Hus92500(B6) 

Evspsbl(B1) 

Evspsbl(B2) 

hur15000(B1) 

va3000(B4) 

va3000(B5) 

hur10000(B2) 

hur7000(B2) 

hfls(B3) 

va70000(B2) 

ta50000(B3) 

Note: GCMs grid points are based on Fig. 1, (at A1, A2, …, B1, B2, …)

http://cera-www.dkrz.de/
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با  9پیشرو ANN نمایی بارش و دما در دو ایستگاه ازبرای ریزمقیاس
با تابع فعال  11لونبرگ مارکوایت 1۱سه لایه و الگوریتم پس انتشار

تانژانت سیگموئید استفاده شده است. برای تشخیص ساختار  بهینه 
ANNهای مخفی با آزمون و خطا تعیین شدند.و نرون ، تعداد تکرار 
-4و  36۱تا  32۱در حدود  تقریباً ها GCMبرای  تعداد تکرار بهترین

نشان داده شده  4نرون مخفی برای دو ایستگاه بود که در جدول  8
( استفاده از Feng et al., 2011است. با توجه به مطالعات قبلی )

ن، شود. بنابراینمایی میها باعث افزایش دقت ریزمقیاس GCMترکیب
، ترکیب خروجی ANNنمایی مبتنی بر برای بهبود نتایج ریزمقیاس

GCM ها به عنوان ورودی شبکه دیگر برای ساخت ترکیبGCM ها
 (. 4)مراجعه به شکل  است استفاده شده

 
سازی برای ارزیابی عملکرد مدل CCو RMSE ، NSEمعیارهای 

نشان  4ای در جدول بینی نقطهمحاسبه شدند و نتایج حاصل از پیش
نشان داده شده است، ترکیب  4همانطور که در جدول  داده شده است.

GCM ها عملکرد بهتری در هر دو ایستگاه و برای هر دو پارامتر نسبت
سنجی، ای صحتهبرای داده NSEتکی داشت.  GCMهای به مدل
های تکی بود. GCMبیشتر از 11% ها تاGCMترکیب 

 
Fig. 4- Schematic of the GCMs ensemble model 

 GCMهای شماتیک تركیب مدل -1شکل 

 
Table 4- Point prediction results for two stations 

دو ايستگاه در اینقطه بیینتايج پیش -1جدول   

 

Parameter Station Model NSE 

train 

NSE 

verification 

CC 

train 

CC 

verification 

 *RMSE

train 

 *RMSE

verification 

Epoch 

number 

Hidden  

Neurons 

number 

p
r
e
c
ip

it
a
ti

o
n

 

T
ab

ri
z

 

Can-ESM2 0.3 0.29 0.55 0.54 0.03 0.03 200 3 

BNU-ESM 0.36 0.33 0.55 0.6 0.1 0.08 140 6 

INM-CM4 0.32 0.29 0.57 0.57 0.15 0.2 100 4 

Ensemble-GCMs 0.49 0.47 0.7 0.71 0.11 0.09 130 4 

A
rd

ab
il

 

 

Can-ESM2 0.26 0.2 0.42 0.62 0.5 0.64 140 2 

BNU-ESM 0.37 0.36 0.55 0.38 0. 3 0.42 160 3 

Can-ESM2 0.3 0.29 0.55 0.54 0.45 0.41 150 8 

Ensemble-GCMs 0.36 0.33 0.55 0.6 0.1 0.08 240 3 

T
e
m

p
e
r
a
tu

r
e

 

T
ab

ri
z

 

Can-ESM2 0.77 0.69 0.88 0.83 0.11 0.12 280 9 

BNU-ESM 0.78 0.73 0.88 0.86 0.07 0.07 240 5 

INM-CM4 0.8 0.63 0.89 0.81 0.07 0.1 310 11 

Ensemble-GCMs 0.89 0.74 0.94 0.87 0.07 0.11 200 3 

A
rd

ab
il

 

Can-ESM2 0.93 0.63 0.96 0.86 0. 06 0.09 320 12 

BNU-ESM 0.84 0.81 0.91 0.91 0.12 0.13 160 4 

INM-CM4 0.90 0.87 0.94 0.91 0.09 0. 1 230 4 

Ensemble-GCMs 0.97 0.82 0.97 0.82 0.04 0.08 140 4 

 *implies normalized RMSE values   

Input

  Output 

Hidden 

layer 

Input  
 

Output 

Input  

 
Output 

Ensemble of GCMs 
 

Hidden  
layer 

 

Hidden 
 layer 

 

Input 

Hidden 
 layer 

 

Input 
Output 

Input 
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 ها شاملترکیب مدلها به این دلیل است که برتری ترکیب مدل
ها شود و بر محدودیت هر یک از مدلها میخواص هر یک از مدل

شود تر میه نتایج قابل اطمینانــکند، در نتیجه منجر بغلبه می
(Duan and Philips, 2010در بین مدل .) های تکیGCM  برای

نمایی بارش عملکرد بهتری در ریزمقیاس BNU-ESMایستگاه تبریز، 
ها GCMتوان نتیجه گرفت برای این ایستگاه، و دما داشت. پس می

 ری دارند. اما برای ایستگاه اردبیل،ـــوح بیشتر عملکرد بهتــبا وض
INM-CM4 های تکی در بین مدلGCM نتایج قابل اطمینانی برای ،

نتایج   Can-ESM2ل دما نشان داد و برای بارش این ایستگاه، مد
بهتری داشت. این نتایج حاکی از آن است که برای این ایستگاه، 

GCM مثل( های با وضوح پایینINM-CM4می ) توانند نتایج بهتری
های با وضوح بالاتر، داشته باشند، که این نتایج با GCMنسبت به 

( مطابقت دارد. برای Miao et al., 2012برخی مطالعات گذشته )مثل 
ها برای دما عملکرد بهتری GCMنمایی دو ایستگاه ریزمقیاس هر

نمایی بارش داشت، به این دلیل که طبیعت پایدار نسبت به ریزمقیاس
شود، در حالی که فرایند بینی آن میو منظم دما، باعث سهولت پیش

رخی مطالعات ــا بــدم قطعیت بالا است و که بـارش دارای عــب
( مطابقت دارد. سری زمانی Ahmadalipour et al., 2017)مانند 

در شکل  PIای و سنجی برای پیش بینی نقطههای صحتبرای داده
 نشان داده شده است. 6و  2
 

است، دما در هر دو نشان داده شده  6و 2های همانطور که در شکل
ایستگاه بیش برآورد شده است و هم چنین بارش در ایستگاه اردبیل 

 CMIP5های ت. وجود خطا در نتایج حاصل از مدلکم برآورد شده اس
و دقت کم آنها ممکن ناشی از منابع مختلف خطا باشد. خطا در فیزیک 

حل عددی، پارامتره کردن از جمله این خطاها  و دینامیک مدل، روش
 CMIP5های باشد. در این ارتباط، برخی محققان دریافتند که مدلمی

تمایل به کم برآورد کردن پوشش ابر و بخار هوای استراتوسفریک 
( که هر دو باعث ;Nam et al., 2012 Fyfe et al., 2013دارند )

ده و زمین را در طول شود که نور خورشید بیشتری وارد زمین شمی
سازی گرم کند و اثر کربن دی اکسید کمتر درنظر گرفته فرایند شبیه

های GCMایج دو ایستگاه حاکی از آن است که مقایسه بین نت شود.
استفاده شده عملکرد بهتری در ایستگاه تبریز نسبت به اردبیل دارند 

توانند های یکسان می GCMشود که بنابراین نتیجه گرفته می
 عملکرد متفاوتی در ایستگاه های مختلف داشته باشند. 

 

 
الف

 
 ب

Fig. 5- Results for a) precipitation of Tabriz b) precipitation of Ardabil 
 نتايج برای الف( بارش تبريز ب( بارش اردبیل -1شکل 
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Fig. 6- Results for a) temperature of Tabriz b) temperature of Ardabil 
 نتايج برای الف( دما تبريز ب( دما اردبیل -8شکل 

 

 و بوت استرپ LUBEبا استفاده از روش  PIساخت  -5-0

به  ANNسازی مبتنی بر برای مدل PIعملکرد کلی هر روش ساخت 
طور کامل بستگی به ساختار شبکه و روند آموزش دارد. برای تولید 

برای هر پارامتر  LUBE ،ANNنمایی با روش در ریزمقیاس PIنتایج 
)بارش و دما در تبریز و اردبیل(  ایجاد شده که شامل دو نرون خروجی 

 بینی برای هر نقطه نمونه است. مقادیربه عنوان حد بالا و پایین پیش
های مخفی با استفاده از روش آزمون و خطا تعیین شدند بهینه نرون

اطمینان  نرون مورد آزمایش قرار گرفت. سطح 12-1که در محدوده 
  PICPدر نظر گرفته شده است. دو معیار 9۱%ها PIمرتبط با تمام 

های تولید ر مجموعه از وزنبرای ه (9)معادله  NMPIW( و 7)معادله 
)بیشترین  ANNهای اولیه( برای یافتن ساختار بهینه با تغییر وزنشده )

PICP  و کمترینNMPIW محاسبه شد. مقادیر بهینه بدست آمده )
PICP  وNMPIW  در ساختPI  برای پارامترهای بارش و دما دو

 نشان داده شده است. 2و اردبیل در جدول  ایستگاه تبریز
 

به ترتیب بیشتر و  1۱% و 2۱% ها تاGCMبرای ترکیب  PICPمقدار 
های تکی  GCMبه ترتیب کمتر از 2۱%و  1۱%تا  NMPIWمقدار

بینی م در پیشها، هGCMبرای بارش و دما است. بنابراین ترکیب 
ثیر سازی تأترکیب مدل .عملکرد بهتری دارد PIای و هم در نقطه

علاوه هداشت. ب PIبیشتری در باریک کردن عرض نسبت به همگرایی 

 PICPمقادیر  ،GCMهای برای ایستگاه اردبیل، استفاده از ترکیب داده
کمتر  به  2۱% و 2۱% تا  NMPIWبیشتر و مقادیر 2۱% و 3۱%تا 

های تکی است. با توجه GCMترتیب  برای دما و بارش در مقایسه با 
رابطه عکس دارند در نظر گرفتن    NMPIWو PICPبه این که 

نتایج بهتری   Can-ESM2دهد که مدلهر دو معیار نشان می همزمان
به نتایج بهتری برای   BNU-ESMنمایی بارش دارد ومقیاسبرای ریز

تگاه شود. اما برای ایسیی دما در ایستگاه تبریز منجر مینماریزمقیاس
به ترتیب نتایج بهتری برای  BNU-ESMو  Can-ESM2اردبیل 

، ایبینی نقطهپارامتر دما و بارش دارند. بنابراین برخلاف پیش
GCM هایی با وضوح بالا شاید منجر به عملکرد بهتری برای ساخت

PI در مقایسه باGCM مانند ایینهایی با وضوح پ( ترINM-CM4 )
، روش LUBEساخته شده با روش  PIبرای ارزیابی مقادیر  باشند.

استفاده شد و نتایج هر دو روش  PIبرای ساخت  کلاسیک بوت استرپ
بار آموزش  8۱برای هر پارامتر  ANNبا هم مقایسه شدند. بنابراین، 

 ، نمونه بهانتخاب شده تصادفی هایسازی با دادهشد، هر بار مدل داده
مونه کلی به ترتیب برای ن 329و  629از بین  22۱و  4۱۱تعداد 

های نمونه CAN-ESM2ایستگاه تبریز و اردبیل )برای مدل  هایداده
نمونه کلی به  431و  743از بین  32۱و  62۱ تصادفی انتخاب شده،

 های ایستگاه تبریز و اردبیل است(.ترتیب برای داده
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Table 5- PIs results for both stations via Bootstrap and LUBE methods 

 LUBEهای هر دو ايستگاه با روش بوت استرپ و PI -1جدول 

 
 ANNسازی خروجی مدل های آموزش یافته سپس برای شبیهوزن

، میانگین و PIبرای نمونه کلی استفاده شدند. سپس برای ساخت 
برای ساخت حد بالا و  9۱% انحراف معیار خروجی با سطح اطمینان

استفاده شدند و نتایج به دست آمده در   (12، و11،1۱دلپایین )معا
، برای روش بوت 2نشان داده شده اند. با توجه به جدول  2جدول 

ها تقریبا نتایج بهتری در مقایسه با GCMاسترپ هم، ترکیب 
GCM های تکی داشت. برایGCM های تکی مدلCan-ESM2 

های ساخته PIرد. نتایج بهتری برای بارش ایستگاه تبریز و اردبیل دا
 LUBEشده با روش بوت استرپ عرض بیشتری نسبت به روش 

های مشاهداتی بیشتری را در بر شود که دادهدارند، در نتیجه باعث می
بیشتری داشته باشد. اگرچه بوت استرپ در بیشتر  PICPبگیرد و مقدار 

دیده  2 ها قادر به تخمین نقاط اوج است، همانطور که در شکلحالت
شود در برخی موارد قادر به تخمین نقاط اوج نبوده، به این دلیل که می

های ورودی و خروجی برای آموزش بدون در انتخاب تصادفی نمونه
فاده های بوت استرپ استنظرگرفتن مشخصات آماری مشابه بین نمونه

است و یا شاید الگوهای نمونه ورودی و خروجی شامل اطلاعات شده 
ها نباشند. با توجه به رابطه ر آموزش زیرمجموعه دادهکافی نقاط اوج د

بدست آمده از روش بوت استرپ باید  PI، حد بالا و پایین محدوده 13
نشان داده  2شکل حول مقادیر میانگین متقارن باشند. همانطور که در 

له برای دما صادق است اما در بارش، به دلیل این است این مسأشده 
پایین کمتر از صفر شده، مقدار آنها صفر در نظر که برخی مقادیر حد 

 PIگرفته شده در نتیجه الگوی کاملا متقارنی ندارند. در مورد ساخت 
بدون هیچ فرض  ANNاز خروجی  ها مستقیماLUBE ،PIًبا روش 

شوند. اما در روش بوت استرپ ها حاصل میای در مورد توزیع دادهاولیه
کنند. همچنین، نرمال تبعیت میشود که خطاها از توزیع فرض می

خیلی کمتر از بوت استرپ  LUBEبا روش  PIزمان لازم برای ساخت 
بار آموزش  Bاست. به این دلیل که در روش بوت استرپ به اندازه 

ANN  باید انجام شود اما برای روشLUBE  یک بار آموزشANN 
به  LUBE(. در نتیجه روش Khosravi et al., 2011کافی است )

از هر دو جنبه کمی و کیفی  PIعنوان روش قابل اطمینان برای ساخت 
 رود.به شمار می

 

 بندیجمع -1

 بینیبه طور گسترده در پیش ANNنمایی مبتنی بر اگر چه ریزمقیاس
هیچ اطلاعاتی ANN ای بینی نقطهرود، پیشمتغیرهای اقلیم بکار می

شاخص مهمی در  PI، دهد. بنابراینبینی نمیی دقت پیشدرباره
برای  ANNنمایی مبتنی بر سنجی قابلیت اطمینان ریزمقیاسکمیت

 است.  GCMهای پارامترهای اقلیم با استفاده از داده
 

برای پارامترهای بارش  ANNنمایی مبتنی بر در این مقاله، ریزمقیاس
ها انجام شد و GCMمختلف و ترکیب  GCMو دما با استفاده از سه 

 2۱12تا  1972و از  2۱12تا  192۱از  Can- ESM2برای مدل ها داده
استفاده  ANNبه ترتیب برای ایستگاه تبریز و اردبیل برای آموزش 

تا  INM-CM4و  BNU-ESM2 ه های مربوط به مدلشدند )داد
متغیرهای غالب از بین چندین پارامتر اتمسفر باشند(. می 2۱۱2سال 

Parameter Station GCM Bootstrap LUBE 

PICP NMPIW PICP NMPIW 

Temperature 

Tabriz Can-ESM2 0.92 0.57 0.77 0.65 
INM-CM4 0.88 0.49 0.92 0.67 

BNU-ESM 0.86 0.46 0.96 0.67 

Ensemble-GCMs 0.67 0.27 0.93 0.48 

Ardabil Can-ESM2 0.96 0.65 0.82 0.4 

INM-CM4 0.95 0.55 0.73 0.44 

BNU-ESM 0.87 0.38 0.7 0.28 

Ensemble-GCMs 0.86 0.38 0.93 0.43 

Precipitation 

Tabriz 

 

Can- ESM2 0.94 0.88 0.90 0.50 

INM-CM4 0.93 1.15 0.90 0.77 

BNU-ESM 0.94 0.66 0.83 0.87 
Ensemble-GCMs 0.64 0.3 0.93 0.35 

Ardabil Can-ESM2 0.95 1.2 0.77 0.36 
INM-CM4 0.88 0.61 0.78 0.39 
BNU-ESM 0.94 0.58 0.56 0.29 

Ensemble-GCMs 0.93 0.75 0.90 0.51 
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 MIیستگاه با استفاده از معیار در چهار نقطه شبکه در اطراف هر ا
های با استفاده از مدل ANN نمایی مبتنی برانتخاب شد. ریزمقیاس

ها به GCMدهد که ترکیب ها نشان میGCMو ترکیب GCM تکی 
، GCMهای تکی شود و در بین مدلتری منجر مینتایج دقیق

 های کمیشود. ارزیابیبه بهترین نتایج منجر می  Can-ESM2مدل
ها بکار PIهمگرایی  با استفاده از معیارهای مرتبط با عرض و احتمال

گرفته شدند. نتایج همچنین با نتایج روش کلاسیک بوت استرپ 
ها به نتایج قابل GCMدهد که ترکیب ها نشان میمقایسه شد. بررسی
 تا NMPIWبیشتر و  2۱% تا PICP شود. بنابرایناطمینانی منجر می

باشد. همچنین نتایج بدست آمده های تکی میGCMکمتر از  %2۱
قادر به ساخت فواصل باریک با  LUBEحاکی از این است که روش 

یت باشد. کیفدرصد همگرایی بالا در مقایسه با روش بوت استرپ می
PI های ساخته شده با روشLUBE شدبابهتر از روش بوت استرپ می 
کمتر از روش بوت  6۱%تا  LUBE  %1۱برای روش NMPIWو 

سازی برای بهینه LUBEدر روش پیشنهاد شده  استرپ می باشد.
ANN  برای ساختPI  دو معیارPICP  وNMPIW  به عنوان تابع

سازی در نظر گرفته شده اند. برای سرعت بخشیدن به هدف در بهینه
ترکیب  شود تا ازپیشنهاد می تر،سازی و رسیدن به نتایج دقیقهینهب

ثل سازی ماین دو معیار به عنوان تابع هزینه و استفاده از روش بهینه
 الگوریتم ژنتیک برای پیدا کردن شبکه بهینه استفاده شود.
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5- Root Mean Square Errors (RMSE) 
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