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 يادداشت فنی

 

 هایمدل از استفاده با رودخانه ماهيانه جريان بينیپيش

 امبن داده

 

  *8و مجتبی شوريان 0علی آهنی

 

 چکيده

مبنا کاربردهای فراواني در  سازی دادههای مدلهای اخير، تکنيکدر سال
ای برآورد هاند. توسعه مدلمطالعات هيدرولوژی و مهندسي منابع آب يافته

های مطالعاتي است که اين بيني رواناب رودخانه، يکي از زمينهيا پيش
ها در آن کاربرد زيادی دارند. در مطالعه حاضر، چهار تکنيک تکنيک

ترين نزديک Kمبنا، شامل رگرسيون خطي چندگانه، سازی داده مدل
ی فاز -های استنتاج عصبي های عصبي مصنوعي و سيستمهمسايه، شبکه

بيني رواناب مورد استفاده قرار های پيشمنظور تشکيل مدلتطبيقي به
گرفته و نتايج حاصل بررسي شده است. همچنين تأثير انتخاب چند 
سناريوی مختلف در انتخاب متغيرهای ورودی ارزيابي شده است. نتايج به 

 های قبل درهای جريان ماهدست آمده حاکي از آن است که استفاده از داده
تواند سبب بهبود دقت بيني ميهای مورد استفاده جهت پيشمجموعه داده

سازی، های مدلعلاوه، مقايسه عملکرد کلي تکنيکها شود. بهنتايج مدل
نسبت به ساير  KNNکارگيری تکنيک بيانگر برتری نتايج حاصل از به

های مختلف نيز، های برگزيده تکنيکباشد. در ميان مدلها ميتکنيک
های جريان با ضريب برای حالت استفاده از داده KNNمدل برگزيده 

های بينيهای مشاهداتي جريان و پيشبين داده 84/3همبستگي خطي 
بهترين عملکرد را به  64/2برابر  RMSEمدل و مقدار شاخص خطای 

 نمايش گذاشت.
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Technical Note 

 
Prediction of Monthly Streamflow Using Data-

Driven Models 
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Abstract 
In recent years, data-driven modeling techniques have gained 

numerous applications in hydrology and water resources 

studies. River runoff estimation and forecasting is one of the 

research fields in which these techniques have several 

applications. In the current study, four data-driven modeling 

techniques of multiple linear regression, K-nearest neighbors, 

artificial neural networks, and adaptive neuro-fuzzy inference 

systems have been used to form runoff forecasting models 

and then their results have been evaluated. Also, effects of 

using some different scenarios to select predictor variables 

have been studied. It was evident from the results that using 

flow data related to one or two months ago in the predictor 

variables dataset can improve the accuracy of the results. In 

addition, comparison of general performances of the 

modeling techniques showed superiority of KNN models 

results among the studied models. The selected KNN model 

presented best performance with a linear correlation 

coefficient equal to 0.84 between observed flow data and 

predicted values and a RMSE equal to 2.64. 
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 مقدمه  -0
های بسيار پرکاربرد روشاز ای مجموعهبيني رواناب های پيشمدل

در زمينه هيدرولوژی و مديريت منابع آب هستند. يکي از انواع 
ها رواناب هستند که در آن -های بارندگي ها، مدلمشهور اين مدل

بيني يا برآورد مقدار رواناب بر های مختلف، پيشبا استفاده از روش
 گيرد.های بارندگي صورت مياساس داده

 
 قابلبخش  (DDM) 1مبناسازی داده های مدلکارگيری روشبه

های در زمينه مدل شده انجامهای ها و پژوهشي از فعاليتتوجه
ها بيني رواناب را به خود اختصاص داده است. عملکرد اين مدلپيش

های ورودی و خروجي يک سيستم، ای بين دادهمبتني بر يافتن رابطه
داده در آن سيستم  روی بدون درک صريحي از فرآيندهای فيزيکي

است. البته دانش فرد متخصص در مورد فرآيندهای فيزيکي مرتبط با 
 تواند به بهبود انتخاب متغيرها و نتايج حاصل از بهسيستم مي

، تعدادی از مطالعات انجام 1کارگيری مدل منتهي شود. در جدول 
ا در های داده مبنی استفاده از انواع جديدتر مدلگرفته در زمينه

موضوعات مرتبط با هيدرولوژی و مهندسي منابع آب، به ويژه 
 اند.بندی و ارائه شدهبيني رواناب، طبقههای پيشتشکيل مدل

 
سازی داده مبنا شامل رگرسيون در اين مطالعه، چهار روش مدل

، (KNN) 0ترين همسايهنزديک K، (MLR) 2خطي چندگانه
های استنتاج مو سيست (ANN) 4های عصبي مصنوعيشبکه

بيني های پيشبرای تشکيل مدل (ANFIS) 5فازی تطبيقي -عصبي
ی اند. هدف از انجام مطالعهکار گرفته شدهرواناب در يک حوضه به

بيني مقدار ها در پيشحاضر، بررسي و مقايسه توانايي اين نوع مدل
های ورودی مختلف در رواناب و همچنين آزمودن تأثير انتخاب داده

 گرفته است.های صورتبينييت پيشکيف
 

 روش تحقيق -8

 استفاده موردهای و داده مطالعه موردی ناحيه -8-0

های جريان متوسط ماهانه، بارندگي از داده ی حاضردر مطالعه
متوسط ماهانه و دمای متوسط ماهانه ايستگاه )زيرحوضه( سراب 

موقعيت  است.ی نمک استفاده شده هنده در حوضه آبريز درياچه
نشان  1ايستگاه سراب هنده در حوضه آبريز درياچه نمک در شکل 

سال  05برابر  استفاده موردهای بازه زماني دادهداده شده است. طول 
های است. از داده 1084-85تا سال آبي  1053-51و از سال آبي 

سازی استفاده شده است و سال نخست برای مدل 25مربوط به 

سال پاياني برای ارزيابي کيفيت  13ط به های مربوسپس داده
 اند.يجاد شده، مورد استفاده قرار گرفتهاهای های مدلبينيپيش

 

سازی و مشخصات های مدلانتخاب متغيرها، تکنيک -8-8

 هاآن

عنوان جريان متوسط ماهانه به ی حاضر،های مطالعهسازیدر مدل
چندين سناريو برای  متغير وابسته در نظر گرفته شد و بر اين اساس

بيني رواناب اتخاذ شد. در سناريوی نخست از های پيشتشکيل مدل
عنوان متغير وابسته و از های متوسط ماهانه بهسری زماني جريان

های زماني دمای متوسط ماهانه و بارندگي متوسط ماهانه سری
برای تشکيل يک مدل کلي بر اساس  ورودیعنوان متغيرهای به

های جريان، دما و ها استفاده شد. در سناريوی دوم، از دادهتمام داده
بيني بارندگي متوسط ماهانه هر ماه تنها برای تشکيل مدل پيش

رواناب در همان ماه استفاده شد. در نتيجه در اين حالت، با استفاده از 
دوازده مدل برای دوازده ماه تشکيل شد. در  ،سازیهر روش مدل

بيني جريان متوسط د سناريوی دوم برای پيشسناريوی سوم، همانن
ماهانه هر يک از دوازده ماه يک مدل تشکيل شد، با اين تفاوت که 
دما و بارندگي متوسط ماهانه يک ماه قبل نيز در کنار دما و بارندگي 

قرار گرفتند. در سناريوی  ورودیعنوان متغيرهای متوسط آن ماه به
توسط دو ماه قبل و يک ماه قبل نيز های دما و بارندگي مچهارم، داده

 ورودیعنوان متغيرهای در کنار دما و بارندگي متوسط هر ماه به
کار گرفته شدند. در سناريوی پنجم مشابه سناريوی سوم عمل شد، به

های جريان متوسط ماهانه يک ماه قبل نيز به با اين تفاوت که داده
های يوی ششم، دادهمدلها افزوده شدند. در سنار ورودیمتغيرهای 

 ورودیجريان متوسط ماهانه يک و دو ماه قبل نيز به متغيرهای 
برای شايان ذکر است که  ها در سناريوی چهارم افزوده شدند.مدل

های مربوط به متغيرهای کاهش اثر اختلاف ابعاد و واريانس داده
 مختلف، از روش استانداردسازی استفاده شد.

 
، مقدار آن KNNدر مدل  Kفتن تعداد بهينه در اين مطالعه، برای يا

ی عصبي همچنين از يک شبکهتغيير کرده است.  25تا  1از 
سازی با يک لايه پنهان برای مدل MLP 6پرسپترون چند لايه

های لايه پنهان برای يافتن استفاده شده است که تعداد نورون
يتم تغيير داده شده است. الگور 43تا  1عملکرد بهينه شبکه از 

به  کار گرفته شده است.مارکورات برای آموزش شبکه به -لونبرگ 
نوع برای ، از تعداد دو تابع عضويت همANFISعلاوه در مورد مدل 

 هر ورودی استفاده شد. 
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Table 1. Some of studies related to application of the data-driven modeling for stream flow prediction 
 بينی رواناب رودخانههای داده مبنا در پيشبرخی مطالعات مربوط به کاربرد مدل -0جدول 

Studies Data-Driven Modeling Technique 
Karlsson and Yakowitz (1987); Brath et al. (2002); Mehrotra and Sharma 

(2006); Praire et al. (2006); Solomatine et al. (2008); Elshorbage et al. 

(2010a,b); Salas and Lee (2010); Lee and Ouarda (2011); Jiang et al. 

(2013); Silva-Ramirez et al. (2015) 

KNN 

Minns and Hall (1996); Abrahart and See (2000); Abrahart (2003); Huang 

et al. (2004); Jeong and Kim (2005); Parasuraman and Elshorbagy (2007); 

Solomatine et al. (2008); Elshorbagy et al. (2010a); Nourani et al. (2013) 
ANN 

Chen et al. (2006); Aqil et al. (2007); Mukerji et al (2009); Pramanik and 

Panda (2009); Talei et al. (2010); Ghose et al. (2013); Talei et al. (2013) ANFIS 
 

 
Fig. 1. Geographical location of the Sarab-Hendeh hydrometric station in the Daryacheh-Namak basin 

 موقعيت جغرافيايی ايستگاه سراب هنده در حوضه آبريز درياچه نمک -0شکل 

 
ای شکل تعميم ای، زنگولهبدين منظور توابع عضويت مثلثي، ذوزنقه

مرکب از اختلاف دو تابع يافته، گاوسي، ترکيب گاوسي، تابع عضويت 
سيگموئيدی، تابع عضويت حاصل از ضرب دو تابع سيگموئيدی 

 کار گرفته شدند. شکل به Πشکل و تابع عضويت 
 

، trimf ،trapmf ،gbellmfاين توابع در ادامه متن به ترتيب با 
gaussmf ،gauss2mf ،dsigmf ،psigmf  وpimf  نشان داده

 شوند.مي

 بحثنتايج و  -2

بيني های پيشسازی داده مبنا برای تشکيل مدلروش مدلر چها
 به ورودیهای رواناب بر اساس شش سناريوی مختلف تعيين متغير

کارگيری رگرسيون ، نتايج حاصل از به2کار گرفته شدند. در جدول 
، از ورودیخطي چندگانه برای سناريوهای مختلف انتخاب متغيرهای 

شده و مقادير مشاهداتي برای مجموعه بيني نظر نزديکي مقادير پيش
ضريب بالاترين مقدار  اند کهسال پاياني مقايسه شده 13های داده

مربوط به سناريوی پنجم است که در آن از  (R)همبستگي خطي 
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های بارندگي و دمای هر ماه و بارندگي، دما و جريان ماه قبل داده
 است. بيني جريان در آن ماه استفاده شدهآن، برای پيش

 
های مشاهداتي مقادير ضريب همبستگي خطي بين داده 2شکل 

را برای  KNNبيني شده با استفاده از تکنيک رواناب و مقادير پيش
دهد که در نشان مي ورودیهای مختلف انتخاب متغيرهای سناريو

های مشاهداتي ها بالاترين مقدار ضريب همبستگي بين دادهآن
ها، در اکثر موارد مربوط به ي شده مدلبينرواناب و مقادير پيش

نيز سناريوی ششم،  Kسناريوی پنجم است. به ازای برخي مقادير 
دهد کند. بررسي مقادير اين شاخص نشان مينتايج بهتری را ارائه مي

تواند به همسايه برای سناريوی پنجم مي 5با تعداد  KNNکه مدل 
 ناخته شود.ش KNNهای بهينه در ميان مدل عنوان گزينه

 
نشان  ANNهای برای مدل R تغييرات مقادير شاخص 0 در شکل

حاکي از آن است که افزودن  0شکل در  نتايج مندرجداده شده است. 
بيني بر اساس های پيشمدل ورودیمتغير جريان به متغيرهای 

های تا يک ماه و دو ماه قبل، موجب نزديک شدن مقادير داده
در مجموع،  شود.های مشاهداتي ميه دادهها بهای مدلبينيپيش

تشکيل شده بر مبنای شش سناريوی  ANNهای ارزيابي کليه مدل
نورون لايه  1با  MLPمختلف، حاکي از آن است که استفاده از مدل 

سناريوی پنجم، بهترين نتايج را  ورودیپنهان با استفاده از متغيرهای 
 .کندها حاصل ميدر ميان اين دسته از مدل

 
با توابع عضويت  ANFISهای را برای مدل Rمقادير  4شکل 

، نشان ورودیهای مختلف برای شش سناريوی انتخاب متغير
دهد که نشان مي اين شکلدهد. بررسي نتايج منعکس شده در مي

، استفاده از توابع ورودیبرای سه سناريوی نخست انتخاب متغيرهای 
کند، در حالي که برای ميعضويت مثلثي بهترين نتايج را حاصل 

سناريوی چهارم تابع ترکيب گاوسي و برای دو سناريوی پنجم و 
ای شکل تعميم يافته بهترين انتخاب برای حصول ششم، تابع زنگوله

ده مشاهچنان که آنهای نزديک به مقادير مشاهداتي است. بينيپيش
 بيني شدهشود با انتخاب توابع عضويت مختلف، مقادير پيشمي

را به نمايش  Rمربوط به سناريوی ششم، همواره بالاترين مقادير 
  گذارند.مي
 

پس از بررسي نتايج حاصل از به کارگيری چهار تکنيک مختلف 
سازی داده مبنا و شناسايي گزينه بهينه مربوط به هر يک از اين مدل

های بهينه بر اساس شاخص ضريب ها، عملکرد اين گزينهتکنيک
 (RMSE)، شاخص جذر ميانگين مربعات خطا (R) همبستگي خطي

 مورد مقايسه قرار گرفت. (SI) 7و شاخص پراکنش
 

Table 2. The values of correlation coefficient for the results of MLR models 
 MLRهای همبستگی نتايج مدل مقادير شاخص -8جدول 

6 5 4 3 2 1 Scenario 

0.57 0.72 0.55 0.62 0.64 0.46 R 

 

 
Fig. 2. Linear correlation coefficient between observed data and results of KNN models for 1 to 25 nearest 

neighbors 
 ترين همسايهنزديک 80تا  0برای  KNNهای ضريب همبستگی خطی بين مقادير مشاهداتی و نتايج مدل -8شکل 
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Fig. 3. Linear correlation coefficient between observed data and results of the ANN models for 1 to 40 hidden 

layer neurons 
 نورون لايه پنهان 70تا  0برای  ANNهای ضريب همبستگی خطی بين مقادير مشاهداتی و نتايج مدل -2شکل 

 
Fig. 4. Linear correlation coefficient between observed data and results of the ANFIS models for the 

different membership functions 
 برای توابع عضويت مختلف ANFISهای ضريب همبستگی خطی بين مقادير مشاهداتی و نتايج مدل -7شکل 

 

مربوط به مقايسه عملکرد اين چهار گزينه بهينه در  6و  5های شکل
ی مذکور است. آن چنان هابيني مقادير رواناب بر اساس شاخصپيش

 (R) خطي شود، مقدار ضريب همبستگيمشاهده مي 5که در شکل 
و  ANNو  KNN ،ANFIS ،MLRهای برگزيده بين نتايج مدل

 73/3و  72/3، 76/3، 84/3ترتيب برابر های مشاهداتي جريان بهداده
برای اين  RMSEمحاسبه شد. همچنين مقادير شاخص خطای 

و مقادير شاخص  97/0و  26/0، 32/0، 64/2بر ترتيب براها بهمدل
SI  محاسبه شد. بر اين  31/148و  40/121، 71/112، 51/98برابر

با بالاترين  KNNاساس، در ميان چهار مدل بهينه، مدل برگزيده 
، SIو  RMSEهای خطای ترين مقادير شاخصو پايين Rمقدار 

برگزيده  بهترين عملکرد را به نمايش گذاشت و در مقابل مدل
ANN های بهينه ارائه ترين عملکرد را نسبت به ساير مدلضعيف

در دفعات مختلف  ANNکرد. شايان ذکر است که نتايج مدل 
تواند تا حدودی دچار تغيير شود و در موارد قابل سازی ميمدل

 تواند عملکردی بهتر از مدل رگرسيون خطي را ارائه نمايد.توجهي مي
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Fig. 5. Linear correlation coefficient between observed data and the results of the selected models of four 

data-driven modeling techniques 
 سازی داده مبناهای برگزيده چهار تکنيک مدلهای مشاهداتی و نتايج مدلضرايب همبستگی خطی بين داده -0شکل 

 

 بندیجمع -7

، MLRسازی داده مبنا شامل ار تکنيک مدلدر اين مطالعه چه
KNN ،ANN  وANFIS بيني های پيشمنظور تشکيل مدلبه

رواناب مورد استفاده و بررسي قرار گرفتند و برای انتخاب متغيرهای 
ها نيز شش سناريوی مختلف اتخاذ شد. هر يک از اين مدل ورودی

هار تکنيک دست آمده حاکي از آن است که در مورد هر چنتايج به 
بيني مقادير جريان سازی و پيشسازی مورد مطالعه، برای مدلمدل

يا رواناب يک ماه، استفاده از سناريوهای پنجم و ششم که شامل 
های جريان يک و دو گام ماهانه پيشين به همراه استفاده از داده

تواند کيفيت های بارندگي و دما هستند، در اغلب موارد ميداده
سازی تنها با استفاده از ها را نسبت به حالتي که مدلبينيپيش
 های بارندگي و دما انجام شود، بهبود بخشد.داده

 
سازی، چه در مواردی که از های مدلدر مورد عملکرد تکنيک

استفاده  يا دو ماه قبل در ميان متغيرهای ورودیهای جريان يک داده
فاده قرار نگرفتند، هم ها مورد استشد و چه در مواردی که اين داده

 KNNهای برگزيده و هم نتايج مدل KNNهای ميانگين نتايج مدل
 ها برتری داشتند. اين نتيجه با نتايج بهنسبت به نتايج ساير روش

مطابقت دارد. در هر  Solomatine et al. (2008)دست آمده توسط 
 های حاصل از بهنسبت به مدل ANNهای دو مورد مذکور، مدل

تری را حاصل کردند. البته بايد ها، نتايج ضعيفرگيری ساير تکنيککا
ها دليل ساختار و ماهيت آنبه ANNهای توجه داشت که نتايج مدل

تغييرپذيری قابل توجهي دارد و عوامل مختلفي چون مقدار و کيفيت 
های پنهان و های آموزشي، معماری شبکه شامل تعداد لايهداده

توانند در کيفيت نتايج مؤثر تم آموزش شبکه ميالگوريها و نورون
رسد در مواردی که بر اساس نتايج به دست آمده، به نظر مي باشند.
و متغير  ورودیسازی روابط پيچيده و غيرصريح بين متغيرهای مدل

ی آموزشي پاسخ مد نظر باشد، در صورت وجود يک مجموعه داده
دارای  KNNمانند  (IBL)مبنا های يادگيری نمونهمناسب، روش

 توانايي بالايي در اين زمينه هستند.

 هانوشتپی
1-Data-Driven Modeling (DDM) 
2-Multiple Linear Regression (MLR) 
3-K-Nearest Neighbors (KNN) 
4-Artificial Neural Network (ANN) 
5-Adaptive Neuro-Fuzzy Inference System (ANFIS) 
6-Multi-Layer Perceptron (MLP) 
7-Scatter Index (SI)
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Fig. 6. Time series of the observed data and the forecasted values by the selected models of four data-driven 

modeling techniques 
 داده مبنا سازیهای برگزيده چهار تکنيک مدلهای مدلبينیهای مشاهداتی و پيشهای زمانی دادهسری -0شکل 
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